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ABSTRACT 

This research aimed to (1) compare the forecasting performance of ARIMA and five Machine Learning (ML) 

models—Ridge Regression, Lasso Regression, Random Forest, Gradient Boosting, and XG-Boost together 

with two intermittent-demand benchmarks (Croston's Method and Syntetos-Boylan Approximation) for 

bioprosthetic tissue heart valve demand; (2) select the Best Model for nine valve items; and (3) develop an 

optimal inventory system and quantify financial savings at Queen Sirikit Heart Center of the Northeast. Monthly 

data for nine items (3 Porcine, 6 Bovine) over 36 months (1 January 2023-31 December 2025), totalling 324 

data points, were purposively selected. Analyses employed ADF/KPSS stationarity tests, five-fold Walk-Forward 

Cross-Validation, Diebold-Mariano tests (baseline and pairwise), and MAE, RMSE, MASE metrics. Results 

indicated that all ML models significantly outperformed ARIMA (Pairwise DM Test, p < .05). Gradient Boosting 

achieved the lowest average MAE (0.354), whereas ARIMA recorded the highest (0.921). Per-SKU selection 

identified Ridge Regression as optimal for six items (66.67%), Gradient Boosting for two (22.22%), and XG-

Boost for one (11.11%). At a 99% Service Level, optimal stock ranged from 36 to 59 units, reducing average 

inventory by 66.78% (143 to 47.5 units), releasing approximately 9.81 million baht in capital and saving an 

estimated 971,000 baht per year in holding costs. This study presents the first empirical Best Model Selection 

framework in Thailand for high-value medical supply forecasting under intermittent demand. 
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การศึกษาเปรียบเทียบประสิทธิภาพแบบจําลอง ARIMA และ Machine 

Learning ในการพยากรณ์ความต้องการล้ินหวัใจเทียมชนิดเน้ือเย่ือ เพ่ือเพ่ิม

ประสิทธ์ิภาพการบริหารคลงัเวชภณัฑ์มูลค่าสูง กรณีศึกษาศนูยห์วัใจสิริกิต์ิ

ภาคตะวนัออกเฉียงเหนือ 
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บทคดัย่อ 

การวจิยัน้ีมวีตัถุประสงค ์3 ประการ ไดแ้ก่ (1) เปรยีบเทยีบประสทิธภิาพการพยากรณ์ระหว่างแบบจําลองค่าเฉลีย่เคลื่อนที่

ถดถอยปรบัผสม (Autoregressive Integrated Moving Average: ARIMA) กบัแบบจําลองการเรยีนรูข้องเครื่อง (Machine 

Learning) 5 ประเภท ได้แก่ การถดถอยริดจ์ (Ridge Regression) การถดถอยลาสโซ่ (Lasso Regression) ป่าสุ่ม 

(Random Forest) การเพิ่มประสิทธิภาพแบบไล่ระดบั (Gradient Boosting) และ XG-Boost ร่วมกับแบบจําลองอ้างอิง

เฉพาะทางอุปสงคไ์มต่่อเน่ือง 2 ประเภท ไดแ้ก่ วธิขีองครอสตนั (Croston's Method) และ Syntetos-Boylan Approximation 

(SBA) สําหรบัการพยากรณ์ความตอ้งการวสัดุปลูกถ่ายเน้ือเยื่อลิ้นหวัใจ (2) คดัเลอืกแบบจําลองทีเ่หมาะสมทีสุ่ดแยกตาม

รายการวสัดุ (Best Model Selection) สําหรบัวสัดุ 9 รายการ และ (3) พฒันาระบบพยากรณ์ความต้องการพรอ้มกําหนด

ระดบัสตอ็กทีเ่หมาะสม กลุ่มตวัอยา่งเป็นขอ้มลูทุตยิภูมกิารเบกิใชว้สัดุปลกูถ่ายเน้ือเยือ่ลิน้หวัใจรายเดอืน จาํนวน 9 รายการ 

ประกอบด้วยกลุ่มเน้ือเยื่อหมู (Porcine) 3 รายการ และกลุ่มเน้ือเยื่อวัว (Bovine) 6 รายการ ครอบคลุม 36 เดือน (1 

มกราคม 2566-31 ธนัวาคม 2568) รวม 324 จุดขอ้มูล คดัเลอืกแบบเจาะจงจากศูนยห์วัใจสริกิติิภ์าคตะวนัออกเฉียงเหนือ 

วิเคราะห์ด้วยการทดสอบความน่ิง ADF/KPSS Walk-Forward Cross-Validation 5 รอบ Diebold-Mariano Test แบบ 

Baseline และ Pairwise และประเมนิดว้ย MAE, RMSE, MASE ผลการวจิยัพบว่า (1) แบบจําลองการเรยีนรูข้องเครื่องทุก

ประเภทให้ผลการพยากรณ์แม่นยํากว่า ARIMA อย่างมนีัยสําคญัทางสถิติ (Pairwise DM Test, p < .05) โดย Gradient 

Boosting มคี่า MAE ตํ่าสุด (0.354) ขณะที่ ARIMA มคี่า MAE สูงสุด (0.921) และไม่สามารถพยากรณ์ได้ดีกว่า Naive 

Forecast อย่างมนีัยสําคญั (p = .142) (2) Ridge Regression เป็นแบบจําลองทีเ่หมาะสมทีสุ่ดสําหรบั 6 รายการ (รอ้ยละ 

66.67) Gradient Boosting สาํหรบั 2 รายการ (รอ้ยละ 22.22) และ XG-Boost สาํหรบั 1 รายการ (รอ้ยละ 11.11) ยนืยนัว่า

ไมม่แีบบจําลองใดเหมาะสมทีสุ่ดกบัทุกรายการวสัดุ และ (3) ระดบัสตอ็กทีเ่หมาะสมทีร่ะดบัการใหบ้รกิาร (Service Level) 

รอ้ยละ 99 อยู่ระหว่าง 36-59 ชิ้น ลดสตอ็กจาก 143 ชิ้น เหลอื 47.5 ชิ้น (รอ้ยละ 66.78) คดิเป็นมูลค่าสตอ็กทีล่ดลง 9.81 

ลา้นบาท และประหยดัตน้ทุนการถอืครองสนิคา้คงคลงัประมาณ 971,000 บาทต่อปี งานวจิยัน้ีนําเสนอกรอบ Best Model 

Selection เป็นต้นแบบเชงิประจกัษ์รายแรกของประเทศไทยสําหรบัเวชภณัฑ์ฝังในร่างกายมูลค่าสูงประเภทอุปสงค์ไม่

ต่อเน่ือง ซึง่สามารถขยายผลไปยงัศนูยห์วัใจอื่นและเวชภณัฑฝั์งในรา่งกายชนิดอื่นทัว่ประเทศ 

คาํสาํคญั: การพยากรณ์อุปสงค,์ ลิน้หวัใจเทยีมชนิดเนื้อเยือ่, การเรยีนรูข้องเครือ่ง, อะรมีา, การบรหิารคลงัเวชภณัฑ ์
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บทนํา 

โรคลิ้นหัวใจ (Valvular Heart Disease) เป็นปัญหาสาธารณสุขระดับโลกที่มีแนวโน้มรุนแรงขึ้น รายงาน Global 

Burden of Disease ปี 2564 ระบุว่ามีผู้ป่วยทัว่โลกกว่า 83.6 ล้านราย (GBD 2021 Valvular Heart Disease 

Collaborators, 2023) ในบรบิทของประเทศไทยทีก่ําลงัเขา้สู่สงัคมผูสู้งอายุอย่างเตม็รูปแบบ อุบตักิารณ์ของภาวะลิ้น

หวัใจเสื่อมสภาพตามวัยเพิ่มขึ้นอย่างมีนัยสําคัญ ทําให้ลิ้นหัวใจเทียมชนิดเนื้อเยื่อ (Bioprosthetic Heart Valve 

Implants) กลายเป็นเวชภณัฑว์กิฤตระดบัความเสีย่งสงูสุด (Level 5) ทีม่มีลูคา่ 65,000-240,000 บาทต่อชิน้ มอีายกุาร

เกบ็รกัษาจํากดั และตอ้งควบคุมอุณหภูมติลอดห่วงโซ่อุปทาน หากขาดแคลนหรอืหมดอายุย่อมส่งผลกระทบโดยตรง

ต่อความปลอดภยัของผูป่้วย (Axsäter, 2015; Otto et al., 2021)  

ปัญหานี้ปรากฏชดัเจนทีศ่นูยห์วัใจสริกิติิภ์าคตะวนัออกเฉียงเหนือ ซึง่เป็นโรงพยาบาลเฉพาะทางระดบัตตยิภมูทิีร่องรบั

ผูป่้วยผา่ตดัลิน้หวัใจลาํดบัที ่2 ของประเทศ จาํนวน 281 รายต่อปี (สมาคมศลัยแพทยท์รวงอกแหง่ประเทศไทย, 2566) 

ขอ้มลูปี 2568 แสดงว่าหน่วยงานบรหิารวสัดุดงักล่าว 9 รายการ มลูค่าทุนรวม 14.24 ลา้นบาท มภีาระ Consignment 

8.36 ลา้นบาทต่อปี (รอ้ยละ 58.7 ของมูลค่าคลงั) และตน้ทุนการจดัเกบ็สตอ็ก 1.44 ลา้นบาทต่อปี (รายงานศูนยห์วัใจ

สิริกิติฯ์, 2568) ความซับซ้อนนี้มีรากฐานจาก Demand Uncertainty ใน 3 มิติ ได้แก่ (1) ระบบจัดซื้อที่พึ่งพา 

Consignment ก่อใหเ้กดิ Bullwhip Effect และขาดแรงจูงใจในการพฒันาระบบพยากรณ์ (Landry & Beaulieu, 2010) 

(2) ลกัษณะอุปสงค์ไม่ต่อเนื่อง (Intermittent Demand) ที่เกิดจากดุลยพนิิจของศลัยแพทย์ พยาธิสภาพเฉพาะราย

ผูป่้วย และความพรอ้มในการผา่ตดั (Kritchanchai & Meesamut, 2015) และ (3) ความแยกสว่นของขอ้มลูจากทะเบยีน

ผูป่้วยรอผ่าตดั ระบบคลงัเวชภณัฑ์ และบนัทกึการใชว้สัดุในห้องผ่าตดั ซึ่งเป็นอุปสรรคต่อการพยากรณ์เชงิปรมิาณ 

(Rezvova et al., 2023) 

จากการทบทวนวรรณกรรมพบชอ่งวา่งเชงิประจกัษ์ 3 ประการ ไดแ้ก่ (1) ยงัไมม่กีารเปรยีบเทยีบ ARIMA กบั ML ครบ 

5 ประเภทสาํหรบัวสัดุปลูกถ่ายเนื้อเยื่อลิ้นหวัใจโดยเฉพาะ (2) ยงัไม่มกีารศกึษาในบรบิทโรงพยาบาลภาครฐัไทยทีม่ี

ขอ้จาํกดัเชงิโครงสรา้งเฉพาะ ไดแ้ก่ ขอ้มลูอนุกรมเวลาขนาดสัน้ ระบบฝากสนิคา้ และดุลยพนิิจทางคลนิิก และ (3) ยงั

ขาดกรอบการคดัเลอืกแบบจําลองแบบรายรายการวสัดุอย่างเป็นระบบเพื่อนําไปกําหนดระดบัสตอ็กทีเ่หมาะสมในเชงิ

ปฏบิตั ิแม ้ARIMA จะใหผ้ลทีย่อมรบัไดใ้นบรบิทอุปสงคส์มํ่าเสมอ (Kritchanchai & Meesamut, 2015) และ Croston's 

Method กบั SBA จะเหมาะสมกบัอุปสงคไ์ม่ต่อเนื่องในเชงิทฤษฎ ี(Syntetos & Boylan, 2005; Teunter et al., 2011) 

แต่ยงัไมม่งีานวจิยัใดเปรยีบเทยีบทัง้สองแนวทางอยา่งครอบคลุมในบรบิทนี้ 

ดว้ยเหตุนี้ ผูว้จิยัจงึสนใจศกึษาเปรยีบเทยีบประสทิธภิาพแบบจาํลอง ARIMA และ Machine Learning ในการพยากรณ์

ความตอ้งการลิน้หวัใจเทยีมชนิดเนื้อเยือ่ เพื่อเพิม่ประสทิธิภ์าพการบรหิารคลงัเวชภณัฑม์ลูค่าสงู กรณีศกึษาศูนยห์วัใจ

สริกิิติภ์าคตะวนัออกเฉียงเหนือ โดยหวงัว่างานวจิยันี้จะสนับสนุนการตดัสนิใจในการบรคิลงัเวชภณัฑ์ บนพื้นฐาน

หลกัฐานเชงิประจกัษ์และเป็นต้นแบบสําหรบัการขยายผลไปยงัศูนย์หวัใจอื่นและเวชภณัฑ์ฝังในร่างกายชนิดอื่นใน

ระบบสาธารณสขุ 

 

การทบทวนวรรณกรรม 

แบบจําลองค่าเฉลี่ยเคลื่อนทีถ่ดถอยปรบัผสม (ARIMA) ตามกรอบแนวคดิของ Box and Jenkins (Box et al., 2015) 

เป็นแบบจาํลองอนุกรมเวลาเชงิเสน้ทีไ่ดร้บัการยอมรบัในการพยากรณ์เวชภณัฑท์ีม่อุีปสงคส์มํ่าเสมอ (Kritchanchai & 

Meesamut, 2015) อย่างไรกต็าม ARIMA มขีอ้จํากดัสําคญัคอืไม่สามารถจบัความสมัพนัธ์แบบไม่เป็นเชงิเสน้และไม่

สามารถรวมตวัแปรภายนอกไดโ้ดยตรง ทําใหป้ระสทิธภิาพลดลงอย่างชดัเจนเมื่อขอ้มูลมลีกัษณะอุปสงค์ไม่ต่อเนื่อง 

(Wang et al., 2024) 

สาํหรบัเวชภณัฑท์ีม่อีุปสงคไ์ม่ต่อเนื่อง Syntetos and Boylan (2005) พฒันา Syntetos-Boylan Approximation (SBA) 

ซึง่แกไ้ขอคตเิชงิบวกของ Croston's Method ดว้ยตวัคณูปรบัแก ้(1 - α/2) ทัง้สองแบบจาํลองถอืเป็นมาตรฐานอา้งองิ
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สาํหรบัขอ้มูลทีม่คี่าศูนยจ์ํานวนมาก (Babai et al., 2022) อย่างไรกต็าม แบบจําลองกลุ่มนี้ใชเ้พยีงขอ้มูลอนุกรมเวลา

เดยีว จงึไมส่ามารถบรูณาการตวัแปรเชงิบรบิททางคลนิิกได ้(Syntetos et al., 2023; Li et al., 2023) 

การเรยีนรูข้องเครื่องสาํหรบัการพยากรณ์อุปสงค ์การเรยีนรูข้องเครื่องไดร้บัความสนใจเพิม่ขึน้ในการพยากรณ์ความ

ตอ้งการทางการแพทย ์เนื่องจากสามารถจบัความสมัพนัธแ์บบไม่เป็นเชงิเสน้และบูรณาการตวัแปรหลายมติไิด ้(Fang 

et al., 2022) Ridge Regression และ Lasso Regression เป็นเทคนิค Regularization ที่มีประสทิธิภาพในบริบทที่

ขอ้มลูมขีนาดเลก็ (Hoerl & Kennard, 1970; Tibshirani, 1996) Random Forest ซึง่พฒันาโดย Breiman (2001) เป็น 

Ensemble Method แบบ Bagging ที่ทนทานต่อค่าผิดปกติ โดย Thakur et al. (2024) ยืนยันว่า ML ให้ผลการ

พยากรณ์เวชภัณฑ์ดีกว่าแบบจําลองสถิติดัง้เดิมอย่างมีนัยสําคญั Gradient Boosting และ XG-Boost เป็นเทคนิค 

Boosting ที่มปีระสทิธภิาพสูง โดย Alim et al. (2020) แสดงให้เหน็ว่า XG-Boost เหนือกว่า ARIMA ในบรบิทเอเชยี

อยา่งมนียัสาํคญั 

การประเมนิประสทิธภิาพและการคดัเลอืกแบบจําลอง สําหรบัอุปสงค์ไม่ต่อเนื่องใช้ตวัชี้วดัหลกั ไดแ้ก่ MAE, RMSE 

และ MASE โดย MASE เหมาะสมทีสุ่ดสาํหรบัขอ้มลูทีม่คี่าศูนยจ์าํนวนมาก เนื่องจากไม่มปัีญหาตวัส่วนเป็นศูนย ์และ

ค่า MASE น้อยกว่า 1 หมายความว่าแบบจําลองดีกว่าการพยากรณ์แบบ Naive (Hyndman & Koehler, 2006) 

Bentéjac et al. (2021) ยนืยนัว่าไม่มแีบบจําลองใดเหนือกว่าทุกชุดขอ้มูล ดงันัน้การคดัเลอืกแบบรายรายการวสัดุ 

(Per-SKU Selection) จึงเหมาะสมกว่าการใช้แบบจําลองเดียวกับวัสดุทุกประเภท (Petropoulos et al., 2022) 

นอกจากนี้ การทดสอบ Diebold-Mariano (DM Test) ใชย้นืยนันยัสาํคญัทางสถติขิองความแตกต่างระหวา่งแบบจาํลอง 

โดยเฉพาะในกลุ่มตวัอยา่งขนาดเลก็ (Coroneo & Iacone, 2020) 

สมมติฐานการวิจยั 

H1: แบบจาํลอง ML อยา่งน้อย 1 ประเภท ใหป้ระสทิธภิาพการพยากรณ์สงูกวา่ ARIMA อยา่งมนียัสาํคญัทางสถติ ิเมือ่

วดัดว้ย MAE, RMSE และ MASE 

H2: แบบจําลองทีเ่หมาะสมทีสุ่ด (Best Model) สาํหรบัวสัดุแต่ละรายการมคีวามแตกต่างกนั กล่าวคอืไม่มแีบบจําลอง

ใดประเภทเดยีวทีใ่หผ้ลดทีีส่ดุกบัทุกรายการวสัดุ 

H3: ระบบพยากรณ์ทีพ่ฒันาขึน้สามารถกาํหนดระดบัสตอ็กทีเ่หมาะสมซึง่ตํ่ากวา่ระดบัสตอ็กในปัจจุบนั 
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กรอบแนวคิดการวิจยั 

ตวัแปรต้น / Input (X)  กระบวนการวิเคราะห ์  ตวัแปรตาม / Output 

ขอ้มลูนําเขา้  การพยากรณ์ความต้องการลิ้นหวัใจ

เทยีมชนิดเนื้อเยือ่ 

 ผลลพัธ ์

ข้อมูลทุติยภูมิการเบิกใช้

ลิน้หวัใจเทยีมชนิดเนื้อเยือ่ 

จาํนวน 9 รายการ  

(1ม.ค. 2566 - 31ธ.ค. 

2568) 

- Porcine 3 รายการ 

- Bovine 6 รายการ 

- 36 เดอืน (324 จุดขอ้มลู) 

 

 

 

 

 

 

 

 

 

แบบจาํลองพยากรณ์ 

- ARIMA (p,d,q) 

- Ridge/Lasso Regression 

- Random Forest 

- Gradient Boosting 

- XG Boost 

- Croston / SBA / Naïve 

วธิกีารวเิคราะห ์

- ADF / KPSS / PP Test 

- Walk-Forward CV 5 Folds 

- MAE / RMSE / MASE / R2 

- DM Test (Baseline + Pairwise) 

- Safety Stock / ROP / Min-Max 

 วตัถุประสงคท์ี ่1 (H1) 

เปรยีบเทยีบประสทิธภิาพ 

ARIMA กับการเรียนรู้ของ

เครือ่ง 5 ประเภท 

วดัฤประสงคท์ี ่2 (H2) 

คดัเลอืก Best Model  

แยกตามรายการวัสดุแต่ละ

รายการ (9รายการ) 

วดัฤประสงคท์ี ่3 (H3) 

กํ า ห น ด ร ะ ดั บ ส ต็ อ ก ที่

เหมาะสม  

(Service Level 99%) 

ภาพท่ี 1 กรอบแนวคดิ 

 

วิธีดาํเนินการวิจยั 

การวจิยัครัง้นี้ผ่านการรบัรองจากคณะกรรมการจรยิธรรมการวจิยัในมนุษย ์มหาวทิยาลยัขอนแก่น เลขที ่HE691189 

เป็นการวจิยัเชงิปรมิาณประเภทการวจิยัเชงิทํานาย (Predictive Research) ทีบู่รณาการระเบยีบวธิทีางสถติ ิML และ

การบริหารคลังสินค้า โดยใช้ข้อมูลทุติยภูมิจากระบบสารสนเทศคลังเวชภัณฑ์ของศูนย์หัวใจสิริกิติภ์าค

ตะวนัออกเฉียงเหนือ ประชากรและกลุ่มตวัอย่าง ประชากร ไดแ้ก่ ขอ้มูลการเบกิใชว้สัดุปลูกถ่ายเนื้อเยื่อลิ้นหวัใจทุก

รายการของศูนย์หวัใจสริกิิติภ์าคตะวนัออกเฉียงเหนือ ระหว่างวนัที่ 1 มกราคม 2566 ถึง 31 ธนัวาคม 2568 กลุ่ม

ตัวอย่างเลือกแบบเจาะจง (Purposive Sampling) จํานวน 9 รายการ ประกอบด้วยกลุ่มเนื้อเยื่อหมู (Porcine) 3 

รายการ และกลุ่มเนื้อเยื่อววั (Bovine) 6 รายการ ครอบคลุม 36 เดอืน รวม 324 จุดขอ้มลู เกณฑค์ดัเขา้คอืมกีารเบกิใช้

ต่อเนื่องและมขีอ้มูลครบ 36 เดอืน เครื่องมอืทีใ่ชใ้นการวจิยั ใชโ้ปรแกรม IBM SPSS Statistics เวอร์ชนั 29 (ลขิสทิธิ ์

มหาวทิยาลยัขอนแก่น สําหรบัสรา้งแบบจําลอง ARIMA ผ่านโมดูล Expert Modeler ซึ่งคดัเลอืกพารามเิตอร์ (p,d,q) 

โดยอัตโนมัติตามเกณฑ์ AIC และ BIC ตํ่าสุด ภาษา Python เวอร์ชัน 3.10 ร่วมกับไลบรารี scikit-learn สําหรับ

แบบจําลอง ML, xgboost สําหรบั XG-Boost, stats models สําหรบั Croston's Method และ SBA และ shap สําหรบั

วเิคราะห์ความสําคญัของตวัแปร และ Microsoft Excel 365 สําหรบัคํานวณ Safety Stock และ Reorder Pointการ

วเิคราะหข์อ้มลู ดาํเนินการ 7 ขัน้ตอน ไดแ้ก่ ขัน้ตอนที ่1 ทดสอบความนิ่งดว้ย ADF Test และ KPSS Test (α = .05) 

และ PP Test เสรมิสาํหรบัรายการ Borderline ขัน้ตอนที ่2 พฒันาแบบจาํลอง ARIMA (p,d,q) คดัเลอืกดว้ยเกณฑ ์AIC 

และ BIC ตํ่าสุด และทดสอบค่าตกค้างด้วย Ljung-Box Q-Test เพื่อยนืยนั White Noise ขัน้ตอนที่ 3 สร้าง Feature 

Engineering 5 กลุ่ม รวม 15 ตัวแปร ได้แก่ Temporal (Lag, Rolling Mean), Trend (แนวโน้มอนุกรม), Calendar 

(เดือน ไตรมาส วันหยุดราชการ), Intermittent Demand (ADI, CV²) และ SKU-level (ประเภทเนื้อเยื่อ Demand 

Profile) โดยสรา้งภายในช่วงการฝึกของแต่ละ Fold เพื่อป้องกนั Data Leakage และพฒันาแบบจาํลอง ML 5 ประเภท 

ร่ วมกับ  Naive Forecast, Croston's Method และ  SBA ขัน้ตอนที่  4 ทํา  Walk-Forward Cross-Validation แบบ 
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Expanding Window 5 รอบ (Fold 1: t = 1-24/25-26 ถึง Fold 5: t = 1-35/36) ปรับพารามิเตอร์ด้วย Grid Search 

ภายในแต่ละ Fold ขัน้ตอนที่ 5 ประเมินด้วย MAE, RMSE, MASE และ R² ทดสอบนัยสําคญัด้วย DM Test แบบ 

Baseline และ Pairwise คํานวณจาก Pooled Forecast Errors ทุก Fold (n = 81) ตามแนวทาง Fixed-Smoothing 

Asymptotics ขัน้ตอนที ่6 คดัเลอืก Best Model แต่ละรายการดว้ย MAE และ MASE เป็นเกณฑห์ลกัจําแนกประเภท

อุปสงคต์ามเกณฑ ์SBC Classification (ADI = 1.32, CV² = 0.49) ก่อนขัน้ตอน Feature Engineering เพือ่นํา Demand 

Profile ไปใชเ้ป็น Item-Level Feature 

ขัน้ตอนที ่7 กําหนดระดบัสตอ็กทีเ่หมาะสมโดยใชว้ธิกีาร Hybrid Distribution ทีส่อดคลอ้งกบัลกัษณะอุปสงคข์องแต่ละ

รายการ แบ่งเป็น 2 กลุ่ม ได้แก่ (1) รายการที่มีอุปสงค์เฉลี่ยรายเดือน (D ̄) ≥ 1 ชิ้น/เดือน จํานวน 5 รายการ 

(Porcine_E_M, Porcine_O_H, Bovine_P_A, Bovine_P_M, Bovine_O_A) ใชส้ตูร Normal Approximation: SS = z 

× √(L × σD² + D ̄² × σL²) โดย z = 2.33 ที ่Service Level รอ้ยละ 99 ตามนโยบาย Critical Item ของ WHO (2017), 

L = 1 เดอืน, σL = 0.25 เดอืน จากประวตักิารส่งมอบจรงิปี 2566-2568 เนื่องจากรายการเหล่านี้มอุีปสงค์สมํ่าเสมอ

เพยีงพอทีก่ารแจกแจงแบบปกตสิามารถประมาณไดอ้ยา่งสมเหตุสมผล และ (2) รายการทีม่ ีD ̄ < 1 ชิน้/เดอืน จาํนวน 4 

รายการ (Porcine_E_A, Bovine_O_M, Bovine_O_T, Bovine_O_InsA) ซึง่มลีกัษณะอุปสงคไ์ม่ต่อเนื่องและมคี่าศูนย์

จํานวนมาก (Zero-Inflated) ใชก้ารแจกแจงแบบปัวซง (Poisson Distribution) โดยกําหนด λ = D ̄ × L และคํานวณ 

Reorder Point เป็นคา่ k น้อยสดุที ่P(X ≤ k) ≥ 0.99 ตามแนวทางของ Axsäter (2015) และ Syntetos et al. (2023) 

ซึง่ยนืยนัว่าการแจกแจงแบบปัวซงเหมาะสมกว่าการแจกแจงแบบปกตสิาํหรบัขอ้มูลทีม่อีตัราการเกดิเหตุการณ์ตํ่าและ

มคีา่ศนูยจ์าํนวนมาก จากนัน้คาํนวณ Safety Stock, Reorder Point และระดบั Min-Max ครบทัง้ 9 รายการ 
 

ผลการวิจยั 

จากตารางที ่1 ผลการทดสอบความนิ่งของขอ้มูลพบว่า ผลการทดสอบดว้ย ADF Test และ KPSS Test พบว่าวสัดุทัง้ 

9 รายการมคี่า p-value ของ ADF Test ตํ่ากว่า .05 และค่า p-value ของ KPSS Test สูงกว่า .05 แสดงว่าขอ้มูลทุก

รายการมคีุณสมบตั ิStationary เหมาะสมสาํหรบัการสรา้งแบบจาํลอง ARIMA โดยตรง โดยไม่จาํเป็นตอ้งผ่านขัน้ตอน 

Differencing เพิม่เตมิ สาํหรบั Bovine_O_A ซึง่ใหผ้ล Borderline ไดใ้ช ้PP Test เสรมิยนืยนั (p = .018)  

จากตารางที ่2 ผลการเปรยีบเทยีบประสทิธภิาพแบบจาํลอง (วตัถุประสงคท์ี ่1- H1) พบวา่ แบบจาํลอง ML ทุกประเภท

ใหผ้ลการพยากรณ์ดกีว่า ARIMA อย่างชดัเจน โดย Gradient Boosting มคี่า MAE ตํ่าสุด (0.354) และ MASE ตํ่าสุด 

(0.218) ขณะที่ ARIMA มีค่า MAE สูงสุด (0.921) ที่น่าสังเกตคือ ARIMA ไม่สามารถพยากรณ์ได้ดีกว่า Naive 

Forecast อย่างมีนัยสําคัญ (p = .142) บ่งชี้ว่าไม่สามารถสกัดสัญญาณที่มีประโยชน์จากข้อมูล zero-inflated 

intermittent ได ้ 

จากตารางที่ 3 ผลการทดสอบ Pairwise DM Test (วตัถุประสงค์ที่ 1 H1) พบว่า แบบจําลอง ML ทุกประเภทให้ผล

ดีกว่า ARIMA อย่างมนีัยสําคญัทางสถิติ (p < .05) สนับสนุน H1 โดย Gradient Boosting ม ีDM Statistic สูงสุด (-

5.421, p < .001) สะทอ้นความเหนือกวา่ ARIMA มากทีส่ดุ แมแ้ต่ Croston's Method และ SBA ซึง่ออกแบบมาเฉพาะ

สาํหรบัอุปสงคไ์มต่่อเนื่องกย็งัดกีวา่ ARIMA อยา่งมนียัสาํคญั 

จากตารางที ่4 ผลการคดัเลอืก Best Model แยกตามรายการวสัดุ (วตัถุประสงคท์ี ่2 — H2) พบวา่ Ridge Regression 

เป็น Best Model สาํหรบั 6 รายการ (รอ้ยละ 66.67) โดยเฉพาะรายการทีม่ ีDemand Profile แบบ Intermittent ซึง่มคีา่

ศูนย์จํานวนมากและอุปสงค์แปรปรวนตํ่า Gradient Boosting เหมาะสมกบั 2 รายการ (ร้อยละ 22.22) ที่มรีูปแบบ 

Erratic และ Smooth-Lumpy และ XG-Boost เหมาะสมกบั 1 รายการ (รอ้ยละ 11.11) ทีม่อุีปสงค ์Smooth ผลนี้ยนืยนั 

H2 วา่ไมม่แีบบจาํลองใดเหมาะสมทีส่ดุกบัทุกรายการ 

จากตารางที ่5 ผลการทดสอบความเสถยีรของแบบจาํลอง (สนบัสนุนวตัถุประสงคท์ี ่1 และ 2) พบวา่ คา่ SD ของ MAE 

รายรอบของ ML ทุกประเภทอยู่ในช่วง 0.006-0.016 สะท้อนความเสถียรสูงตลอดช่วงเวลาทดสอบ โดย Gradient 
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Boosting ม ีSD ตํ่าสุด (0.006) ขณะที ่ARIMA ม ีSD สูงสุด (0.071) บ่งชี้ความไม่เสถยีรในแต่ละรอบ ยนืยนัว่าความ

เหนือกวา่ของ ML เป็นผลสมํ่าเสมอไมใ่ชผ่ลจากรอบใดรอบหนึ่ง 

จากตารางที่ 6 ผลการกําหนดระดบัสต็อกที่เหมาะสม (วตัถุประสงค์ที่ 3 — H3) พบว่า ระดบัสต็อกที่เหมาะสมที่ 

Service Level รอ้ยละ 99 รวมทุกรายการอยูร่ะหวา่ง Min 36 ชิน้ ถงึ Max 59 ชิน้ คา่เฉลีย่ 47.5 ชิน้ต่อเดอืน ลดลงจาก

ยอดนับคลงัจรงิ ณ วนัที ่31 มนีาคม 2569 จํานวน 143 ชิ้น คดิเป็นการลดลงรอ้ยละ 66.78 มูลค่าสตอ็กทีล่ดลง 9.81 

ลา้นบาท และประหยดัตน้ทุนการถอืครองสนิคา้คงคลงัประมาณ 971,000 บาทต่อปี (อตัรา 10.1% ต่อปี) 

 

ตารางท่ี 1 ผลการทดสอบความนิ่งของขอ้มลูดว้ย ADF Test และ KPSS Test 

รายการ ADF Statistic ADF p-value KPSS Statistic KPSS p-value PP p-value ผล 

Porcine_E_A -4.821 .0001** 0.213 >.10 - ผา่น 

Porcine_E_M -3.987 .0021** 0.342 >.10 - ผา่น 

Porcine_O_H -4.215 .0008** 0.287 >.10 - ผา่น 

Bovine_P_A -3.654 .0049** 0.391 >.10 - ผา่น 

Bovine_P_M -4.502 .0002** 0.245 >.10 - ผา่น 

Bovine_O_M -5.123 .0000** 0.198 >.10 - ผา่น 

Bovine_O_A -3.421 .0102* 0.412 .073 .018* ผา่น 

Bovine_O_T -3.876 .0028** 0.356 >.10 - ผา่น 

Bovine_O_InsA -4.298 .0005** 0.267 >.10 - ผา่น 

** p < .01, * p < .05; = Stationary; PP Test รายงานเฉพาะรายการ Borderline 

 

ตารางท่ี 2 ผลการเปรยีบเทยีบประสทิธภิาพเฉลีย่ของแบบจาํลองทัง้หมด 

แบบจาํลอง Avg MAE Avg RMSE Avg MASE DM Test (vs. Naive) 

ARIMA 0.921 1.204 0.892 p=.142 (ns) 

Naive Forecast 0.825 1.082 1.000 — (Baseline) 

Croston's Method 0.612 0.798 0.687 p < .05* 

SBA 0.587 0.756 0.658 p < .01** 

Ridge Regression 0.401 0.488 0.236 p < .001*** 

Lasso Regression 0.467 0.562 0.298 p < .01** 

Random Forest 0.512 0.643 0.341 p < .01** 

Gradient Boosting 0.354 0.435 0.218 p < .001*** 

XG-Boost 0.389 0.471 0.256 p < .05* 

*** p < .001, ** p < .01, * p < .05, ns = ไมม่นียัสาํคญัทางสถติ;ิ DM Test คาํนวณจาก Pooled Forecast Errors รวม

ทุก Fold (n = 81); MASE < 1 = ดีกว่า Naive Forecast; MAPE ของ Croston's และ SBA ไม่รายงานเนื่องจากไม่

นิยามเมือ่ Yt = 0; แถวตวัหนา = ประสทิธภิาพตํ่าสดุ (ARIMA) และสงูสดุ (Gradient Boosting) 
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ตารางท่ี 3 ผลการทดสอบ Diebold-Mariano Test เปรยีบเทยีบกบั ARIMA 

คู่เปรียบเทียบ DM Statistic p-value ผลการตดัสินใจ 

Ridge Regression vs. ARIMA -4.892 < .001*** ปฏเิสธ H₀ 
Lasso Regression vs. ARIMA -4.213 < .001*** ปฏเิสธ H₀ 
Random Forest vs. ARIMA -3.567 < .01** ปฏเิสธ H₀ 
Gradient Boosting vs. ARIMA -5.421 < .001*** ปฏเิสธ H₀ 
XG-Boost vs. ARIMA -4.788 < .001*** ปฏเิสธ H₀ 
Croston's Method vs. ARIMA -2.341 < .05* ปฏเิสธ H₀ 
SBA vs. ARIMA -2.687 < .01** ปฏเิสธ H₀ 
*** p < .001, ** p < .01, * p < .05; DM Statistic ติดลบ = แบบจําลองในแถวมีความคลาดเคลื่อนตํ่ากว่า ARIMA; 

ทดสอบแบบ One-sided ทีร่ะดบันยัสาํคญั .05; n = 81 

 

ตารางท่ี 4 Best Model แยกตามรายการลิน้หวัใจเทยีมชนิดเนื้อเยือ่ 

รายการวสัด ุ Demand Profile Best Model MAE MASE 

Porcine_E_A Intermittent Ridge Regression 0.182 0.198 

Porcine_E_M Erratic Gradient Boosting 0.387 0.245 

Porcine_O_H Erratic Ridge Regression 0.421 0.267 

Bovine_P_A Smooth-Lumpy Ridge Regression 0.654 0.298 

Bovine_P_M Smooth XG-Boost 0.521 0.314 

Bovine_O_M Intermittent Ridge Regression 0.098 0.156 

Bovine_O_A Smooth-Lumpy Gradient Boosting 0.578 0.287 

Bovine_O_T Intermittent Ridge Regression 0.165 0.187 

Bovine_O_InsA Intermittent Ridge Regression 0.142 0.165 

Demand Profile จําแนกตามแนวคดิ Syntetos-Boylan-Croston (SBC) Classification โดยใชเ้กณฑ ์ADI = 1.32 และ 

CV² = 0.49 ตาม Syntetos et al. (2005) ซึง่ไดร้บัการยนืยนัโดย Petropoulos et al. (2022) วา่เหมาะสมสาํหรบัขอ้มูล

รายเดอืน; ADI = จาํนวนงวดเฉลีย่ระหว่างการเบกิทีไ่ม่เป็นศูนย;์ CV² = กําลงัสองของสมัประสทิธิก์ารแปรผนั คาํนวณ

จากขนาดอุปสงคท์ีไ่มเ่ป็นศนูยเ์ท่านัน้; เกณฑค์ดัเลอืก = MAE และ MASE ตํ่าสดุในแต่ละรายการ 

 

ตารางท่ี 5 คา่ MAE รายรอบ Cross-Validation ของแบบจาํลองหลกั 

แบบจาํลอง Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Mean SD 

ARIMA 0.875 1.012 0.945 0.834 0.939 0.921 0.071 

Naive Forecast 0.815 0.832 0.830 0.819 0.829 0.825 0.008 

Croston's Method 0.598 0.647 0.621 0.578 0.616 0.612 0.026 

SBA 0.572 0.610 0.595 0.561 0.597 0.587 0.020 
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แบบจาํลอง Fold 1 Fold 2 Fold 3 Fold 4 Fold 5 Mean SD 

Ridge Regression 0.398 0.421 0.408 0.385 0.393 0.401 0.014 

Lasso Regression 0.475 0.482 0.461 0.452 0.465 0.467 0.012 

Random Forest 0.524 0.534 0.498 0.501 0.503 0.512 0.016 

Gradient Boosting 0.348 0.362 0.351 0.358 0.351 0.354 0.006 

XG-Boost 0.392 0.405 0.378 0.387 0.383 0.389 0.011 

SD = Standard Deviation ของ MAE รายรอบ; แถวตัวหนา = ARIMA (SD สูงสุด) และ Gradient Boosting (SD 

ตํ่าสดุ) 

 

ตารางท่ี 6 ระดบัสตอ็กทีเ่หมาะสม (Safety Stock, Reorder Point, Min-Max) ที ่Service Level 99% 

รายการวสัด ุ D ̄ (ช้ิน/เดือน) σD SS ROP Min (ช้ิน) Max (ช้ิน) Avg (ช้ิน) 

Porcine_E_A 0.24 0.06 1.76 2.0 2 3 2.5 

Porcine_E_M 1.73 0.16 1.07 2.80 3 5 4.0 

Porcine_O_H 1.63 0.40 1.33 2.96 3 5 4.0 

Bovine_P_A 4.83 0.99 3.64 8.47 9 14 11.5 

Bovine_P_M 4.03 0.39 2.52 6.55 7 12 9.5 

Bovine_O_M 0.07 0.06 0.93 1.0 1 2 1.5 

Bovine_O_A 4.20 0.57 2.78 6.98 7 12 9.5 

Bovine_O_T 0.20 0.05 1.80 2.0 2 3 2.5 

Bovine_O_InsA 0.20 0.03 1.80 2.0 2 3 2.5 

รวม 17.13 — 17.63 37.76 36 59 47.5 

D ̄ = อุปสงค์เฉลี่ยรายเดือน; σD = ส่วนเบี่ยงเบนมาตรฐานของอุปสงค์; วธิีคํานวณ Hybrid: รายการที่ D ̄ ≥ 1 ใช้ 

Normal Approximation: SS = z × √(L × σD² + D ̄² × σL²) โดย z = 2.33, L = 1, σL = 0.25; รายการที่ D ̄ < 1 ใช้ 

Poisson Distribution: λ = D ̄ × L และ ROP = k น้อยสุดที่ P(X ≤ k) ≥ 0.99 โดย SS = k − λ (Axsäter, 2015; 

Syntetos et al., 2023); Min = ⌈ROP⌉; Max = Min + ⌈D ̄⌉; Avg = (Min + Max) / 2 

 

สรปุและอภิปรายผลการวิจยั 

สรปุผลการวิจยั 

การวจิยัครัง้นี้บรรลุวตัถุประสงค์ทัง้ 3 ประการ ดงันี้ วตัถุประสงค์ที ่1 ผลการเปรยีบเทยีบประสทิธภิาพยนืยนั H1 ว่า

แบบจาํลอง ML ทุกประเภทใหผ้ลการพยากรณ์ดกีว่า ARIMA อย่างมนีัยสาํคญัทางสถติ ิ(Pairwise DM Test, p < .05) 

โดย Gradient Boosting มคี่า MAE ตํ่าสุด (0.354) และ SD รายรอบตํ่าสุด (0.006) สะทอ้นทัง้ความแม่นยําและความ

เสถยีร ขณะที ่ARIMA มคี่า MAE สูงสุด (0.921) และไม่สามารถพยากรณ์ไดด้กีว่า Naive Forecast อย่างมนีัยสําคญั 

(p = .142) วตัถุประสงค์ที่ 2 ยนืยนั H2 ว่า Ridge Regression เป็น Best Model สําหรบั 6 รายการ (ร้อยละ 66.67) 

Gradient Boosting 2 รายการ (รอ้ยละ 22.22) และ XG-Boost 1 รายการ (รอ้ยละ 11.11) ยนืยนัว่าไม่มแีบบจําลองใด

เหมาะสมที่สุดกบัทุกรายการวสัดุ วตัถุประสงค์ที่ 3 ยืนยนั H3 ว่าระบบที่พฒันาขึ้นสามารถกําหนดระดบัสต็อกที่
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เหมาะสมตํ่ากว่าปัจจุบนั โดยระดบัสตอ็กเฉลี่ยที่แนะนํา 47.5 ชิ้น (Min 36 / Max 59 ชิ้น) ลดลงจากยอดนับจรงิ 143 

ชิ้น คดิเป็นร้อยละ 66.78 มูลค่าสต็อกที่ลดลง 9.81 ล้านบาท และประหยดัต้นทุนการถอืครองสนิค้าคงคลงัประมาณ 

971,000 บาทต่อปี 

อภิปรายผลการวิจยั 

อภปิรายวตัถุประสงคท์ี ่1 ความเหนือกวา่ของ ML เหนือ ARIMA ในบรบิทอุปสงคไ์มต่่อเนื่อง ML ทุกประเภทใหผ้ลการ

พยากรณ์ดกีว่า ARIMA อย่างมนีัยสําคญั สอดคล้องกบั Alim et al. (2020) และ Thakur et al. (2024) โดย Gradient 

Boosting ลดค่า MAE ได้ร้อยละ 61.6 เนื่องจากสามารถจบัความสมัพนัธ์แบบไม่เป็นเชิงเส้นซึ่งเป็นข้อจํากัดเชิง

โครงสรา้งของ ARIMA (Wang et al., 2024) ขอ้คน้พบสาํคญัคอื ARIMA ไมส่ามารถพยากรณ์ไดด้กีวา่ Naive Forecast 

(p = .142) บ่งชีว้่าไม่สามารถสกดัสญัญาณจากขอ้มลู zero-inflated intermittent ได ้(Petropoulos et al., 2022) ความ

น่าเชือ่ถอืของขอ้สรุปไดร้บัการยนืยนัจากสองหลกัฐาน ประการแรก การเปรยีบเทยีบเอือ้ประโยชน์ต่อ ARIMA มากกวา่ 

ML เนื่องจาก ARIMA ใชข้อ้มูลครบ 36 เดอืน ขณะที ่ML ใชเ้ฉพาะช่วงการฝึกตาม Walk-Forward Cross-Validation 

การที่ ML ยงัเหนือกว่าภายใต้เงื่อนไขนี้จึงยิ่งตอกยํ้าความแข็งแกร่งของผลการวิจยั (Coroneo & Iacone, 2020) 

ประการทีส่อง ค่า SD ของ MAE รายรอบของ ML ทุกประเภทอยู่ในช่วง 0.006-0.016 บ่งชีว้่าความเหนือกว่าเป็นผล

สมํ่าเสมอตลอดทุก Fold ไม่ใช่ผลจากชุดขอ้มูลใดชุดหนึ่ง การเลอืก MASE เป็นตวัชี้วดัหลกั เป็นไปตาม Hyndman 

and Koehler (2006) เนื่องจากข้อมูล zero-inflated มี baseline variance ตํ่า ทําให้ R² สะท้อนประสิทธิภาพของ

แบบจําลองได้อย่างไม่เป็นธรรม นอกจากนี้ Croston's Method และ SBA ที่ออกแบบมาเฉพาะสําหรบัอุปสงค์ไม่

ต่อเนื่องกย็งัดอ้ยกว่า ML ทุกประเภท ชีใ้หเ้หน็ว่า Feature Engineering ทีบู่รณาการตวัแปรเชงิบรบิทเป็นปัจจยัสาํคญั 

ไมใ่ชเ่พยีงการเลอืก Algorithm (Petropoulos et al., 2022) 

อภปิรายวตัถุประสงคท์ี ่2 ความเหมาะสมของการคดัเลอืกแบบจาํลองแบบรายรายการวสัดุ Demand Profile ของวสัดุ

แต่ละรายการเป็นตวักําหนดสําคญัในการเลอืกแบบจําลอง Ridge Regression เป็น Best Model สําหรบั 6 รายการ 

Intermittent เนื่ องจาก L2 Penalty ป้องกัน Overfitting ในชุดข้อมูลขนาดเล็กได้อย่างมีประสิทธิภาพ (Hoerl & 

Kennard, 1970) ขณะที ่Gradient Boosting และ XG-Boost เหมาะกบัรายการ Erratic และ Smooth-Lumpy ทีม่คีวาม

ผนัแปรสูงกว่า (Chen & Guestrin, 2016) ผลนี้ยนืยนั Bentéjac et al. (2021) ว่าไม่มแีบบจําลองใดเหนือกว่าทุกชุด

ขอ้มลู และสนบัสนุน Patharkar (2024) ทีเ่สนอ Per-SKU Selection สาํหรบัเวชภณัฑฝั์งในรา่งกายมลูคา่สงู 

อภปิรายวตัถุประสงคท์ี ่3 ผลกระทบเชงิเศรษฐศาสตรแ์ละนัยเชงินโยบาย ระบบทีพ่ฒันาขึน้ลดสตอ็กไดร้อ้ยละ 66.78 

จาก 143 ชิ้น เหลอื 47.5 ชิ้น โดยคงรกัษา Service Level รอ้ยละ 99 มูลค่าสตอ็กลดลง 9.81 ล้านบาท และประหยดั 

Holding Cost ประมาณ 971,000 บาทต่อปี คํานวณจาก Holding Cost Rate จรงิร้อยละ 10.1 ต่อปี ซึ่งตํ่ากว่าอตัรา

สมมติฐานทัว่ไปร้อยละ 15 แสดงว่าผลประหยดัที่รายงานเป็น Conservative Estimate ที่น่าเชื่อถอื การปรบัระดบั

สต็อกให้สอดคล้องกบัปรมิาณทีพ่ยากรณ์ไดย้งัช่วยลดความเสีย่งจากวสัดุหมดอายุและลด Bullwhip Effect ในระบบ 

Consignment (Landry & Beaulieu, 2010) งานวิจัยนี้ จึงนําเสนอกรอบ Best Model Selection เป็นต้นแบบเชิง

ประจกัษ์รายแรกของประเทศไทยสาํหรบัเวชภณัฑฝั์งในร่างกายมูลค่าสงูประเภทอุปสงคไ์ม่ต่อเนื่อง ซึ่งสามารถขยาย

ผลไปยงัเวชภณัฑช์นิดอื่น เชน่ Mechanical Valve, Pacemaker และ Knee Implant 

ข้อจาํกดังานวิจยั 

แมว้่างานวจิยัครัง้นี้จะใชข้อ้มลูอนุกรมเวลา 36 จุด โดยมชีุดฝึกสอนในรอบแรกเพยีง 24 เดอืน แต่ในวธิกีารวจิยัไดผ้า่น

การรบัรองกลไกหลายประการ ในสว่นของแบบจาํลอง ARIMA ทีส่รา้งผา่นโมดลู Expert Modeler ของโปรแกรม SPSS 

Statistics เวอรช์นั 26 นัน้ การคดัเลอืกพารามเิตอร ์(p, d, q) ดาํเนินการโดยอตัโนมตัติามเกณฑ ์AIC และ BIC ตํ่าสุด 

พรอ้มยนืยนั White Noise ดว้ย Ljung-Box Q-Test กระบวนการดงักล่าวช่วยป้องกนัการกําหนดพารามเิตอรต์ามดุลย

พนิิจของผูว้จิยัและลดความเสีย่งต่อภาวะการเรยีนรูจ้ํา (Overfitting) ทีอ่าจเกดิขึน้จากการประมวลผลดว้ยขอ้มลูขนาด
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เลก็ไดอ้ย่างมปีระสทิธภิาพ สาํหรบัแบบจําลอง ML ผูว้จิยัใช ้L1/L2 Regularization และการปรบัแต่งพารามเิตอรด์ว้ย 

Grid Search ภายในแต่ละ Fold เพือ่ควบคุม Overfitting เพิม่เตมิ (Hoerl & Kennard, 1970) 

ข้อเสนอแนะเชิงปฏิบติั 

ศูนย์หวัใจสริกิติิภ์าคตะวนัออกเฉียงเหนือควรนําระบบ Best Model Selection ไปบูรณาการกบัระบบสารสนเทศคลงั

เวชภณัฑ์ที่มอียู่ โดยกําหนดระดบัสต็อก Min-Max ตามตารางที่ 6 ปรบัขอ้ตกลง Consignment กบัผูจ้ดัจําหน่ายให้

สอดคลอ้งกบัปรมิาณทีพ่ยากรณ์ได ้และ Retrain แบบจาํลองทุก 6 เดอืน พรอ้มตดิตาม Inventory Turnover, Stockout 

Rate และ Expiry Loss เป็นตวัชี้วดัประจําปี โรงพยาบาลอื่นสามารถนํากรอบนี้ไปปรบัใชก้บัเวชภณัฑ์ฝังในร่างกาย

ชนิดอื่น เช่น Mechanical Valve, Pacemaker และ Knee Implant โดยเริม่จากการจําแนกประเภทอุปสงค์ตามเกณฑ์ 

SBC Classification ก่อนเลอืกแบบจาํลองทีเ่หมาะสม 

ข้อเสนอแนะในการวิจยัครัง้ต่อไป 

การวจิยัในอนาคตควรขยายขนาดขอ้มูลเป็น 60 เดอืนขึน้ไปและพฒันาเป็น Multi-Center Study เพื่อเพิม่ External 

Validity นอกจากนี้ควรบรูณาการตวัแปรภายนอก เชน่ Surgical Backlog ผา่น ARIMAX หรอื Multivariate ML รว่มกบั 

Dynamic Lead Time Distribution และ Activity-Based Costing เพือ่ประเมนิตน้ทุนทีแ่มน่ยาํยิง่ขึน้ 
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